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Resumo. Neste trabalho é apresentado um estudo comparativo entre dois métodos de estimativas da radiação solar 

global, modelo estatístico de Hargreaves-Samani (H-S) e os modelos de aprendizado de máquinas Artificial Neural 

Network (ANN) e Support Vector Machine (SVM), para três combinações de entradas de variáveis meteorológicas. Por 

meio dos valores dos indicativos estatísticos r, rMBE, rRMSE e d de Wilmott, obtidos na validação dos modelos, foi 

conclusivo que: a técnica SVM3 mostrou melhor desempenho que a rede ANN3 e do modelo estatístico (H-S) em 

estimar HG, enquanto que a técnica ANN3 possui desempenho superior ao modelo estatístico (H-S) em estimar HG. 

 

Palavras - chave: Radiação solar, modelo Hargreaves-Samani (H-S), modelagem estatística; inteligência artificial, 

variáveis meteorológicas. 

 

 

1. INTRODUÇÃO 

 

A radiação solar é um importante parâmetro para várias atividades do setor produtivo e de pesquisa, 

principalmente em processos de conversão de energia térmica, fotovoltaico e biomassa. No Brasil, pais de dimensões 

continentais, as medidas de radiação solar ainda são restritas a centros de pesquisas e universidades. Uma opção para 

locais onde não são efetuadas medidas da radiação global, é o uso de modelos de estimativas, desenvolvidos para se 

estimar a radiação a partir de outros parâmetros meteorológicos medidos com maior frequência em postos 

meteorológicos (Santos et al., 2014; Souza et al., 2016; Silva et al., 2017). Dentre os modelos mais importantes estão os 

estatísticos, transferência radiativa e técnicas de aprendizados de máquinas. 

Atualmente, existem muitos modelos estatísticos, sendo que o mais importante é o modelo de Angstrom- Prescott 

(A-P), que estima a radiação solar global a partir da medida do brilho solar. O modelo A-P obtido por regressão linear é 

simples, mas atualmente, tem a desvantagem de usar o heliógrafo na medida do brilho solar, tendo em vista que o 

instrumento ainda é importado a custo elevado. O heliógrafo possui ainda várias limitações de natureza experimental, o 

qual não é tão preciso principalmente em regiões tropicais onde a umidade relativa do ar é elevada. Outro modelo 

importante é o desenvolvido por Hargreaves & Samani (1982), o qual estima a radiação solar global a partir de medidas 

da temperatura máxima e mínima, e da radiação extraterrestre. A medida da temperatura é mais simples e possui baixo 

custo, além de que, os termômetros são instalados até em estações meteorológicas ordinárias de muitas cidades, 

aumentando o campo espacial de estudos. A grande desvantagem desses modelos de regressão linear é que são precisos 

apenas para locais específicos de origem das medidas. Outro modelo que usa a amplitude térmica da temperatura do ar 

como variável de entrada é o de Bristow & Campbell (1984). Há também outros modelos modificados em outros locais 

que associam a temperatura do ar a outras variáveis de entrada (Hunt et al., 1998; Bechini et al., 2000; Almorox et al., 

2011). 

Os modelos de transferência radiativa são mais complexos que os modelos estatísticos e exigem entrada mista de 

parâmetros meteorológicos medidos na superfície terrestre e na atmosfera por satélites (Madkour et al., 2006). A 

desvantagem destes modelos é a necessidade de informações detalhadas dos constituintes atmosféricos como da 

concentração de ozônio, aerossóis, gases e vapor d’água na atmosfera que são de difícil acesso (Gueymard, 2003). Os 

modelos de transferência radiativa necessitam ainda de extenso trabalho computacional nos complexos processos de 

transferência atmosférica devido à variação temporal e espacial dos aerossóis e vapor d’água (Dai e Fang, 2014; Zhang 

et al., 2014). 

Os modelos de AM são capazes de solucionar problemas que os demais modelos não solucionam e têm sido 

aplicados com sucesso para previsão de irradiação solar e aplicações solares, principalmente nas relações em que são 

baixas as correlações entre as radiações (Rehman e Mohandes, 2008). A técnica permite modelar um sistema 

conhecendo apenas as variáveis de entrada e saída. A maior vantagem do uso de modelos de AM é a sua capacidade de 

generalização e otimização do tempo (Oliveira et al., 2006). As principais técnicas de AM que vêm sendo utilizadas 
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são: Adaptive Neuro-Fuzzy Inference System (ANFIS), Artificial Neural Network (ANN), Genetic Programming (GP) 

e Support Vector Machine (SVM). Estudos recentes, concluíram que a técnica SVM é superior à ANN, ANFIS, na 

estimativa da radiação solar. Especificamente, as estimativas de radiação global, por meio dos modelos de SVM e ANN 

têm sido estudadas e comparadas com modelos estatísticos, e os resultados têm mostrado que o desempenho dos 

modelos de AM (SVM e ANN) são similares, em alguns casos, e superiores em outros, aos modelos estatísticos 

(Elizondo et al. 1994; Tymvios et al., 2005; Chen et al., 2013; Piri et al., 2015; Quej et al., 2017; Silva et al., 2017). No 

Brasil existem vários estudos com modelagem da radiação solar usando AM, como mostram os trabalhos (Silva et al., 

2017; Santos et al., 2016; Lima et al., 2016). 

Diante da necessidade de se conhecer melhor a eficiência dos modelos estatísticos e de AM, este trabalho teve 

como objetivo realizar um estudo comparativo entre o modelo de Hargreaves-Samani (H-S), e as técnicas Artificial 

Neural Network (ANN) e Support Vector Machine (SVM) de desempenho nas estimativas da radiação global. 

Uma base de dados de temperaturas máxima e mínima, e de irradiação solar global diária de 16 anos, período 1996 a 

2011, foi utilizada para gerar e validar os modelos de H-S e das técnicas ANN e SVM. Para as técnicas ANN e SVM 

foram estudadas três diferentes combinações combinando variáveis de entrada no modelo: a combinação ANN1 e 

SVM1 têm como variáveis de entrada a amplitude de temperatura e a irradiação solar no topo da atmosfera igual ao do 

modelo H-S. Nas combinações seguintes 2 e 3 foram acrescentadas outras variáveis, uma a uma, como razão de 

insolação e umidade relativa do ar, respectivamente. Os resultados obtidos da validação, comparação entre medidas e 

estimativas dos modelos, por meio de correlação (r) e indicativos estatísticos (rMBE, rRMSE e d de Willmott), 

permitiram classificar o desempenho dos modelos nas estimativas de radiação global. 

 

 

2. MATERIAL E MÉTODOS 

 

Os dados utilizados neste trabalho foram: irradiância solar global, temperatura (máxima e mínima) e umidade 

relativa, coletados em Botucatu, no período de 1996-2011. As medidas de irradiâncias solar global (I, W m
-2

) foram 

realizadas por um piranômetros Eppley, a temperatura máxima e mínima do ar (T, ºC) foi medida por termômetro de 

bulbo de mercúrio e álcool, respectivamente; e a umidade relativa do ar (UR, %) medida através de um higrômetro. 

 

2.1 Modelo Hargreaves-Samani 

 

O modelo estatístico desenvolvido por Hargreaves & Samani (1982) usado neste trabalho foi desenvolvido para 

estimar HG através de dados de temperatura mínima e máxima e da radiação solar extraterrestre, como mostra a Eq. (1), 

sendo H0 a radiação solar extraterrestre, Tmax e Tmin a temperatura máxima e a temperatura mínima, respectivamente. 

 

                                                                                
𝐻𝐺

𝐻0
= 𝑎 ∙ (𝑇𝑚𝑎𝑥 − 𝑇𝑚𝑖𝑛)0,5                                                                  (1) 

 

2.2 Software utilizado 

 

O software utilizado para realizar o aprendizado de máquinas foi o Waikato Environment for Knowledge Analysis 

(WEKA). Para os modelos de ANN foi utilizado o algoritmo BP e a função de ativação sigmoidal, com os seguintes 

valores: taxa de aprendizado = 0,3; momentum = 0,2 e número de interações  = 500. Para o número de camadas ocultas 

foi utilizado o padrão do Weka, definido como: “α” = [(variáveis de entrada + classes)/2. Para a SVM foi utilizado o 

algoritmo SMO com a função de Kernel RBF. 

 

2.3 Multilayer Perceptron 

 

Rede neural artificial é uma técnica de aprendizado de máquinas baseado no funcionamento do cérebro. A rede 

possui três grupos de neurônios: os neurônios de entrada na camada de entrada, os neurônios ocultos, e os nerônios de 

saída, na camada de saída da rede, sendo que pode existir mais de uma camada de neurônios ocultos na rede (Ramedani 

et al., 2012). A rede utilizada neste trabalho é a Multilayer Perceptron (MLP), um tipo de rede de aprendizado 

supervisionado.  

Os neurônios multiplicam seu valor de entrada (xi) pelo valor do peso da conexão (wji), e então são somados os 

produtos realizados com cada neurônio e o resultado é colocado em uma função de transferência, que determinará a 

respota de saída (yi) (Citakoglu, 2015). A Eq. (2) apresenta um exemplo deste processo utilizando-se uma função 

sigmoidal: 

 

                                                                           𝑦𝑖 = 𝑓(∑ 𝑤𝑗𝑖 ∙ 𝑥𝑖) =
1

1+𝑒
− ∑ 𝑤𝑗𝑖∙𝑥𝑖

                                                             (2) 

 

O algoritmo utilizado na rede foi o Back Propagation, que realiza a retropropação dos resultados para o ajuste dos 

pesos a cada iteração da rede, até que o resultado esteja o mais próximo do esperado. 
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2.4 Support Vector Machine (SVM) 

 

A máquina de vetor de suporte é uma técnica de aprendizado de máquinas desenvolvida inicialmente para resolver 

problemas de classificação de dados, mas que pode também pode realizar regressões. A máquina mapeia os dados de 

forma não linear em um espaço multidimensional, gerando uma superfície de decisão linear (Cortes e Vapnik, 1995).  

O uso das funções de Kernel para o treino da SVM apresenta facilidades para se trabalhar com a SVM, porque elas 

convertem os dados de um espaço dimensional de poucas dimensões, dos dados de origem, em um espaço 

multidimensional de forma implícita. 

Uma das funções de Kernel é a Função de Base Radial (RBF), que foi utilizada neste trabalho. A vantagem do seu 

uso é que a função RBF faz uso de soluções de um conjunto de equações lineares ao contrário de outros casos que 

utilizam soluções quadráticas (Mohammadi et al., 2015). 

 

2.5 Base de dados de validação dos modelos: seleção dos anos típico e atípico 

 

Na validação do modelo foi utilizada uma base dados de 1 ano da irradiação solar global diária (HG), denominadas 

de ano típico e atípico, selecionados a partir da base de dados total de 16 anos (1996-2011). A seleção dos anos típico e 

atípico, foi efetuada através de análises estatísticas dos dados onde se comparou para cada mês do ano, o valor da 

irradiação solar global (HG) média inter-anos com desvio padrão de cada mês e o valor da irradiação média de cada mês 

por ano. 

 

Tabela 1- Ano típico a atípico. 

 

 
Meses 

 
Meses Jan Fev Mar Abr Mai Jun Jul Ago Set Out Nov Dez 

Ano 
Típico 2004 2000 2008 2005 2005 2005 2002 2003 2000 2003 2003 2005 

Atípico 2001 2005 2011 2008 2003 1997 2009 1998 2009 2001 1998 2011 

 

O processo de seleção do ano típico é similar ao processo de seleção do Ano Meteorológico Típico (WMO, 1981). 

Em cada mês do ano típico, os valores das irradiações media-inter-anos praticamente coincidem com os valores das 

irradiações medias do ano. Ao contrário, no ano atípico, os valores das irradiações médias do ano estão mais distantes 

dos valores das irradiações médias inter-anos, externos ao intervalo de variação do desvio padrão inter-anos. Os 

resultados encontrados para os meses dos anos típico e atípico estão representados na Tab. 1 (Silva et al., 2017). 

 

2.6 Indicativos estatísticos 

 

Os indicativos estatísticos rMBE (Relative Mean Bias Error), rRMSE (Root Mean Square Error) e d (Índice de 

Concordância de Willmott) empregados na avaliação da performance das equações de estimativa diária da irradiação 

global infravermelha foram: 

                                                                          𝑟𝑀𝐵𝐸 (%)  =  100 ×
(

∑ (𝑌𝑖−𝑋𝑖)𝑁
𝑖=1

𝑁
)

𝑋̅
                                                          (1) 

                                                                           𝑟𝑅𝑀𝑆𝐸 (%)  =  100 × [
∑ (𝑌𝑖−𝑋𝑖)2𝑁

𝑖=1

𝑋̅
]

1

2
                                                    (2) 

                                                                                      𝑑 = 1 − 
∑ (𝑃𝑖−𝑂𝑖 )2𝑁

𝑖=1

∑ (|𝑃′𝑖|+|𝑂′𝑖|)2𝑁
𝑖=1

                                                              (3) 

 

onde: Pi  representa os valores estimados, Oi os valores medidos, N o número de observações, |i'P|  o valor 

absoluto da diferença OiPi , e |i'O|   representa o valor absoluto da diferença OiOi . 

 

 

3. RESULTADOS E DISCUSSÃO 

 

3.1 Correlação entre a transmissividade atmosférica da irradiação solar global (H/HO) e a amplitude 

térmica (Tmáx- Tmín)
1/2

: Modelo de H-S 

 

A Fig. (1) mostra a correlação entre a transmissividade atmosférica da irradiação solar global (H/HO) e a amplitude 

térmica (Tmax- Tmin)
1/2

 conforme o modelo
 
H-S para a base de dados medida no período de 1996-2011 em Botucatu, SP. 

A Fig. 1 mostra ainda a reta de correlação obtida por regressão entre a H/HO e a (Tmax- Tmin)
1/2

. O espalhamento na 

correlação é elevado, onde para cada valor de (Tmax- Tmin)
1/2

 há um largo intervalo de variação nos valores de (H/HO). O 

efeito é devido a grande variabilidade do saldo de irradiação diário local, os quais dependem das variações das 

concentrações de nuvens (quando combina o tipo, número e espessura da camada), vapor d’água e aerossóis na 
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atmosfera, que absorvem e espalham a radiação global, interferindo no balanço de radiação de ondas curtas, 

diferentemente nos diversos tipos de cobertura de céu para os mesmos valores de (Tmax- Tmin)
1/2

. 

 

 
 

Figura 1 - Relação entre os valores da transmissividade atmosférica da radiação solar global e a amplitude térmica para 

o período de 1996 - 2011, e a curva de regressão. 

 

A Eq.(4) obtida apresenta o coeficiente de determinação R² = 0,505 e o valor do coeficiente de calibração de a = 

0,170: 

 

                                                                         
HG

H0
= 0,170 ∙ (Tmax − Tmin)0.5                                                                  (4) 

 

O valor do coeficiente de calibração a =0,170 encontrado para Botucatu está dentro do intervalo de variação dos 

valores divulgados na literatura, e o valor do coeficiente de determinação mostrou R
2
 abaixo aos obtidos para as 

localidades, como mostrado na Tab. 2. 

 

Tabela 2 - Valores do coeficiente de calibração e o coeficiente de determinação  

de equação de H-S para diferentes localidades do Brasil. 

 

Autores Localidades Latitude (°) a R² 

Santos et al. (2014) 3 (Alagoas) -9,2 a -9,7 0,168 - 0,187  0,704 –0,790 

Borges et al. (2010) Cruz das Almas (Bahia)  -12,7 0,16 – 0,19 

(predeterminado) 

0,688 

Jerszurki et al. (2013) Telêmaco Borba (Paraná) -24,2 0,11 - 0,12 0,740 

Silva et al. (2012) Minas Gerais -18,8° a -20,8 0,161 0,643 

 

Para a análise sazonal da Eq. (4) a base de dados total foi separada nas quatro estações, e o coeficiente de 

calibração a foi calculado para cada estação seguindo o mesmo procedimento de obtenção da Eq. (4). A Fig. 2 apresenta 

a regressão entre a transmissividade atmosférica e a raiz quadrada da amplitude térmica para cada estação. As equações 

(5, 6, 7 e 8) mostram as equações sazonais, com seus respectivos valores de a. 

 

 
Figura 2 - Regressão linear entre os valores da transmissividade atmosférica e a raiz quadrada da amplitude térmica, 

sazonais: (a) Verão, (b) Outono, (c) Inverno e (d) Primavera. 
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Como mostrado das Eq. (5 - 8), a equação da estação verão foi a que apresentou maior coeficiente de correlação, 

R² = 0,640, e a equação no inverno o menor coeficiente de correlação, R² = 0,458. 

 

Verão                                                                
HG

H0
= 0,169 ∙ (𝑇𝑚𝑎𝑥 − Tmin)0.5                                                                 (5) 

 

Outono                                                              
HG

H0
= 0,183 ∙ (Tmax − Tmin)0.5                                                                 (6) 

 

Inverno                                                             
HG

H0
= 0,168 ∙ (Tmax − Tmin)0.5                                                                 (7) 

 

Primavera                                                         
HG

H0
= 0,163 ∙ (Tmax − Tmin)0.5                                                                 (8) 

 

Numericamente, a sazonalidade da Eq. (4) foi determinada por meio do calculo do desvio relativo D(%) por meio 

da Eq. (9) entre os coeficientes angulares da equação anual (aa) e das equações sazonais no verão, outono, inverno e 

primavera (as) como mostrado na Fig. (3): 

 

                                                                         D(%) = 100 ∙ (𝑎𝑎 − 𝑎𝑠)/𝑎𝑎                                                                    (9) 

 

 
Figura 3 - Retas de regressão linear entre a transmissividade atmosférica e a raiz quadrada da amplitude térmica, anual e 

sazonal. 

 

O desvio percentual D(%) expressa à capacidade de HG anual de superestimar ou subestimar HG sazonal. 

 

Tabela 3 - Desvio linear entre o valor do coeficiente de calibração  

da equação anual e os valores dos coeficientes de calibração sazonais. 

 

Estações do ano Coeficiente a Desvio (%) 

Verão 0,169 0,588 

Outono 0,183 -7,647 

Inverno 0,168 1,176 

Primavera 0,163 4,117 

 

Os resultados apresentados na Tab. 3 mostra que para a estimativa de HG, o valor do desvio D(%) mostra que o 

valor HG, anual superestima aos valores das HG, sazonal no verão e inverno e primavera em 0,6%, 1,2% e 1,1% 

respectivamente, e subestima no outono em 7,7% respectivamente. Os desvios elevados no outono são devidos, a 

precipitação do tipo frontal originada do encontro das massas frias e secas vindas da região sul com as massas quentes e 

úmidas, da região sudeste. A distribuição da chuva frontal gera aumento na nebulosidade com ocorrência de chuvas 

generalizada na região. A intensidade da precipitação é fraca a moderada, dependendo do tipo de frente frio, e a duração 

é de média a longa (horas ou dias), dependendo da velocidade de deslocamento da frente (Satyamurty et al., 1998). 

 

3.2 Validação do Modelo de H-S  

 

A Fig. 4 (a, b) mostra a correlação entre os valores medidos e estimados da radiação solar global para os anos 

típico (a) e atípico (b). Os coeficientes de correlação encontrados foram r
t
 = 0,823 para o ano típico e r

a
 = 0,831 para o 

ano atípico, sendo o coeficiente de determinação (r²)
t
 = 0,677 e (r²)

a
 = 0,690, para os anos típico e atípico, 

respectivamente. Os indicativos estatísticos obtidos foram: rMBE
t
 = -3,1%, rRMSE

t
 = 21,9% e (d) de Wilmott d

t
 = 0,87 

para o ano típico, e rMBE
a
 = 3,2%, rRMSE

a
 = 24,7% e (d) de Wilmott d

a
 = 0,88 para o ano atípico. Os resultados 

obtidos por meio destes indicativos estatísticos são comparados com os encontrados por outros autores (Tab. 4). 
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Figura 4 – Comparação entre os valores medidos e estimados para a radiação solar global através do modelo estatístico 

de Hargreaves-Samani (H-S) para o ano típico (a) e o atípico (b) 

 

 

Os valores de rMBE, rRMSE e d de Wilmott, obtidos na validação para os anos típico e atípico são próximos, e 

mostram que as estimava de HG por meio da Eq. anual (4) pode ser feita com erro inferior ao erro do piranômetro 

Eppley usado nas medidas da radiação global, que é de 4,0% (Reda et al., 2008), com espalhamento inferior a 25% e 

concordância de ajuste superior a 87,0%. Os resultados são da mesma ordem de grandeza de validações com outros 

modelos estatísticos para outras radiações como a difusa (Oliveira et al., 2002; Soares et al., 2004; Dal Pai et al., 2014). 

 

Tabela 4 – Indicativos estatísticos obtidos para diversas localidades. 

 

Autores Localidades coeficientes de calibração (a) 

RMSE 

rRMSE (%) r 
(MJ m-2 d-1) 

Mehdizadeh et al. (2016) Kerman (Irã) 0,15 3,23 
  

Jimenez et al. (2016) Tucumán (Argentina) 
 

3,69 
 

0,87 
Rahimikhoob (2010) Ahwaz (Irã) 0,16 3,64 

  
Landeras et al. (2012) 4 (País Basco) 

 
3,94 

  
Sanusi et al. (2013) Sokoto (Nigéria) 0,11 0,12 

  
Sharifi et al. (2016) 2 (Irã) 0,16 3,58 e 4,20 0,004 - 0,018 

 
// 4 (EUA) 0,14 - 0,15 3,25 - 3,92 0,002 - 0,004 

 
Grillone et al. (2012) Sicília (Itália) 0,15 - 0,21 2,58 - 3,79 

  
Estévez et al. (2012) 65 (Espanha) 0,16 – 19 3,33 - 3,31 18,60 - 19,80 

 
Daut et al. (2012) 2 (Malásia) 

  
0,17 - 0,21 

 
Liu et al. (2009) 15 (China) 0,14 - 0,17 

   
Almorox et al. (2013) Córdoba (Argentina) 0,15 2,07 

  
Allen (1997) 9 (EUA) 0,15 - 0,20 

   
Almorox et al. (2011) Madri (Espanha) 0,15 - 0,16 2,79 - 3,06 

  
Gois et al. (2016) Seropédica (Brasil) 0,16 - 0,19 (predeterminado) 14,60 - 13,93 

  
Lêdo et al. (2012) Barbalha 0,16 (predeterminado) 

  
0,56 

Nogueira et al. (2012) Jaguaruana 0,16 (predeterminado) 
  

0,59 
Almorox (2009) Aranjuez (Espanha) 0,14 3,00 

  
Ugwu & Ugwuanyi (2011) Abuja (Nigéria) 

 
0,41 - 2,11 

  
Presente estudot Botucatu 0,17 3,81 21,87 0,82 

Presente estudoa Botucatu 0,17 4,23 24,69 0,83 

t – ano típico; a – ano atípico. 

 

3.3 Treinamento e validação dos modelos gerados por AM  

 

A mesma base de dados da geração do modelo de H-S (Fig.1) foi usada no treinamento das técnicas SVM e ANN. 

O modelo de H-S e os modelos de SVM1 e ANN1 (combinação1) utilizaram as mesmas variáveis de entrada Ho, HG e 

(ΔT)
0,5

. Além da combinação1, foram treinadas duas novas combinações (ANN2 e SVM2 - ANN3 e SVM3), 

conservando a mesmas variáveis da combinação1, e acrescentando na sequência as seguintes variáveis de entrada: 

Umidade Relativa (UR, %) e razão de insolação (RI), como mostra a Tab. 5. 

 

 

 

 

 

 

 

Tabela 5 - Parâmetros de entrada da RNA e da SVM para cada combinação,  
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sendo Ho – radiação solar extraterrestre; Tmax – Temperatura máxima;  

Tmin – temperatura mínima, HG – Radiação solar global; RI – razão de insolação;  

UR – umidade relativa do ar. 

 

Combinações Parâmetros de entrada 

ANN1 Ho, (ΔT)
0.5

 e HG 

SVM1 Ho, (ΔT)
0.5

 e HG 

ANN2 Ho, (ΔT)
0.5

, RI e HG 

SVM2 Ho, (ΔT)
0.5

, RI e HG 

ANN3 Ho, (ΔT)
0.5

, RI, UR e HG 

SVM3 Ho, (ΔT)
0.5

, RI, UR e HG 

 

A Fig. 5 mostra o diagrama de dispersão entre os valores estimados de HG pelos modelos SVM e ANN e as 

medidas, bem como as retas obtidas por regressão linear e coeficientes de correlação (r), para os anos típico (r
t
) e atípico 

(r
a
), respectivamente. Os valores estimados por ANN e SVM nas combinações 2 e 3 estão em concordância linear com 

as medidas Fig. 5(a, b): os valores de coeficientes de correlação (r) obtidas nas regressões lineares estão muito próximos 

da reta ideal (45º) ou r = 1 no ajuste. 

 

 
Figura 5 - Gráfico de dispersão entre os valores medidos e estimados para a radiação solar global por meio de AM, para 

as três combinações de parâmetro de entrada, para os anos típico (a, b e c), e atípico (d, e, f). 

 

Para a combinação1 (ANN1 e SVM1), os valores de r
t
 = 0,849 e r

a
 = 0,838; r

t
 = 0,827 e r

a
 = 0,845, 

respectivamente, mostram que a medida e a estimativa de HG estão correlacionadas e superiores ao modelo estatístico. 

A técnica SVM1 apresentou maior valor de r que a rede ANN1, nas duas condições de validação. O indicativo 

estatístico RMSE, obtido da comparação dos valores estimados com as técnicas de AM (ANN1 e SVM1) e as medidas 

de HG respectivamente para os anos típico e atípico foram: rRMSE
t
SVM1 = 3,0% e rRMSE

a
SVM1 = 7,2%, enquanto para 

rRMSE
t
ANN1 = 4,7% e rRMSE

a
ANN1 = 8,8%. A comparação dos indicativos estatísticos r, e rRMSE obtidos com as 

técnicas de SVM1 e ANN1 com a do modelo de H-S com as mesmas variáveis de entrada mostra que a combinação 

SVM1 e ANN1 tem desempenho superior ao modelo de H-S nas duas condições de validações. 

O desempenho das técnicas aumentou com as entradas das outras duas variáveis meteorológicas, e para fins de 

comparação com o modelo estatístico foi selecionado a combinação3 (ANN3 e SVM3). Os indicativos estatísticos 

foram validados para a combinação 3 com os anos típico e atípico obtendo os seguintes resultados para r, rMBE,  

rRMSE e d de Wilmott: (r
t
SVM3 = 0,97 , r

a
SVM3 = 0,95) e (r

t
ANN3 = 0,96 , r

a
ANN3 = 0,95);(MBE

t
SVM3 = -3,3% e MBE

a
SVM3 = 

1,0%) e (MBE
t
ANN3= -16,2% e MBE

a
ANN3 = -11,6%); (RMSE

t
SVM3 = 9,9% e RMSE

a
SVM3 = 12,9%,) e (RMSE

t
ANN3= 

19,2% e RMSE
a
ANN3 = 17,9%) e (d) de Willmott  (d

t
SVM3 = 0,98 e d

a
SVM3 = 0,97) e (d

t
ANN3 = 0,93 e d

a
ANN3 = 0,95). 

Os resultados mostram que a técnica SVM possui melhor desempenho, ou maior valor de r e d de Wilmott, e 

menor valor de rMBE e rRMSE comparado aos valores da técnica ANN e aos do modelo estatístico H-S , nas duas 

condições de validação típico e atípico. A técnica ANN apresentou melhor resultado do que o modelo estatístico H-S. 

Fatores como arquitetura das técnicas, treinamento e processo de validação das técnicas podem ter influenciado na 

variabilidade dos indicativos estatísticos, principalmente no valor de rRMSE , não só de SVM3 e ANN3 como também 

nos valores de SVM e ANN obtidos em outros locais. Ainda assim, os valores de r, rMBE, rRMSE e d de Wilmott 

obtidos com as técnicas SVM3 e ANN3 são comparáveis aos resultados de SVM e ANN obtidos em outros locais (Tab. 

6). 
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Tabela 6 - Índices estatísticos obtidos neste trabalho e comparados aos obtidos por outros autores. 

 

Autores Localidades Técnica 
RMSE 

rRMSE (%) r 
(MJ m-2 dia-1) 

Urraca et al. (2015) 2 (Espanha) SVM 2,18 – 2,78 
  

Chen et al. (2013) 3 (China) SVM 1,99 - 2,38 
  

Mohammadi et al. (2015) Bandar Abbas (Irã) SVM 1,42 - 2,69 
  

Ramedani et al. (2014) Tehran (Irã) SVM 3,30 – 3,40 
  

Mohammadi et al. (2015) Isfahan (Irã) SVM 2,00 – 2,19 
  

Quej et al. (2017) Yucatán (México) SVM 2,14 – 3,32 
  

Silva et al. (2017) Botucatu SVM 1,64 - 2,14 9,40 - 12,50 0,96 – 0,97 

Modelo proposto Botucatu SVMt 1,71 9,87 0,97 

Modelo proposto Botucatu SVMa 2,21 12,94 0,95 

Urraca et al. (2015) 4 (Espanha) ANN 2,11 – 2,90 
  

Mohammadi et al. (2015) Bandar Abbas (Irã) ANN 1,84 – 2,85 
  

Ramedani et al. (2014) Tehran (Irã) ANN 3,70 
  

Fortin et al. (2008) Montreal (Canadá) ANN 3,83 – 5,45 
  

Mejdoul et al. (2013) 8 (Marrocos) ANN 1,23 – 1,50 
  

Elizondo et al. (1994) 7 (EUA) ANN 2,92 – 3,64 
  

Quej et al. (2017) Yucatán (México) ANN 2,48 – 3,61 
  

Silva et al. (2017) Botucatu ANN 2,68 – 2,89 15,60 – 16,60 0,95 – 0,96 

Presente estudo Botucatu ANNt 3,34 19,18 0,96 

Presente estudo Botucatu ANNa 3,07 17,93 0,95 

 

 

4. CONCLUSÕES: 

 

Do que foi apresentado e discutido no trabalho podemos concluir que: a equação estatística de H-S obtida neste 

trabalho possui baixa correlação mostrando-se inadequado em estimar HG. A análise da sazonalidade efetuada por meio 

dos valores de desvio linear entre a equação anual e as equações sazonais, não apontam vantagem em se utilizar as 

equações sazonais no lugar da equação total. As técnicas de aprendizado de máquinas apresentaram melhores 

desempenhos do que o modelo estatístico, sendo que o melhor desempenho seguiu a ordem das técnicas SVM, ANN, e 

modelo H-S em estimar HG. As técnicas de aprendizado de máquinas SVM, ANN podem estimar HG com precisão e 

exatidão a partir das variáveis meteorológicas radiação solar extraterrestre; Temperatura máxima; temperatura mínima, 

razão de insolação e umidade relativa do ar. 
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ESTIMATION OF GLOBAL SOLAR IRRADIATION BY HARGREAVES-SAMANI MODELS AND 

LEARNING OF SVM AND ANN MACHINE IN BOTUCATU/SP/BRAZIL 
 

Abstract. In this paper the comparative study between two methods of global solar radiation estimation Hargreaves-

Samani statistical model (HS) and the machine learning models Artificial Neural Network (ANN) and Support Vector 

Machine (SVM), for three combinations of inputs of meteorological variables. The values of the r, rMBE, rRMSE and 

Wilmott statistical indicative values obtained in the validation of the models were conclusive: the SVM3 technique 

showed better performance than the ANN3 network and the statistical model (HS) in estimating HG, ANN3 technique 

has superior performance to the statistical model (HS) in estimating HG. 

 

Key words: Solar radiation, Hargreaves-Samani model, statistical modeling; artificial intelligence, meteorological 

variables. 

 

 


